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Рассматривается проблема прогнозирования страховых резервов на микроуровне без 

агрегирования данных для анализа с использованием деревьев решений с бустингом. Предлагается 
использование деревьев LightGBM в двухэтапной модели. На первом этапе определяется, есть ли 
претензии по контракту, которые возникли, но не были представлены (IBNR), или нет, а на втором 
этапе прогнозируется страховой резерв для случаев IBNR. Показано, что предложенная методика 
более эффективна, чем традиционные методы. 

Ключевые слова: страхование, расчет страховых резервов, оценка размера отдельных страховых 
выплат, LightGBM. 

 
Введение 
Прогнозирование страховых резервов 

является крайне важной актуарной задачей, 
поскольку важно быть уверенными в 
достаточности резервов для покрытия убытков. 
При этом наиболее сложной проблемой 

является оценка претензий, которые возникли, 
но не были представлены (Incurred But Not 
Reported, IBNR) [1]. 

Традиционно для прогнозирования 
резервов используются метод цепной 
лестницы, метод Борнхьюттера – Фергюсона, 
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различные регрессионные модели. В 
последние годы популярными стали модели 
копул. Однако методы машинного обучения, в 
частности, деревья с градиентным бустингом, 
для оценки резервов не используются вовсе. 

В данной работе предлагается подход к 
прогнозированию резервов, основанный на 
использовании деревьев решений с бустингом.  

Дальше статья структурирована следующим 
образом. В следующем разделе приводится 
обзор литературы по прогнозированию 
страховых резервов. Затем описываются 
исходные данные и методология исследования, 
представляющая собой использование 
двухэтапной модели машинного обучения, 
которая на первом шаге с помощью модели 
классификации, основанной на алгоритме 
LightGBM [2], определяет, есть ли по данному 
договору IBNR-претензия, а на втором шаге с 
помощью модели регрессии, использующей 
LightGBM, прогнозирует величину резерва для 
случаев IBNR. При обсуждении итогов работы 
сравниваются результаты прогнозирования 
резервов с помощью предложенной техники, а 
также с помощью деревьев AdaBoost и 
гребневой регрессии. 

Обзор литературы 
Актуарная практика резервирования при 

страховании не жизни традиционно основана 
на совокупных данных о претензиях, 
структурированных в виде треугольников. 

На данный момент существует несколько 
статистических методов, позволяющих оценить 
объем резервов. Одними из самых популярных 
методов, хорошо зарекомендовавших себя на 
практике, являются метод цепной лестницы [3, 
4, 5, 6, 7] и метод Борнхьюттера – Фергюсона 
[7, 8]. Однако эти подходы эффективны лишь в 
том случае, когда анализируемые претензии 
имеют высокую вероятность и низкий уровень 
воздействия на размер резерва. Эти подходы 
использовались актуариями при оценке 
размера резервов в условиях ограниченной 
входной информации. Однако в настоящее 
время ограниченность информации больше не 
является основным препятствием, поэтому все 
больше и больше исследователей склоняются к 
тому, чтобы осуществлять резервирование на 
микроуровне на основе информации об 
отдельных выплатах [9, 10, 11].  

В последние годы начали появляться 
работы, связанные с применением новых 
методов для прогнозирования страховых 
выплат и резервов, в том числе и методов 
машинного обучения.  

Одним из подходов к оценке страховых 
выплат и резервов в медицинском страховании 
является подход, основанный на 
прогнозировании затрат граждан на 
здравоохранение. В работе [12] для 
прогнозирования затрат граждан Японии на 

медицинское обслуживание используются 
вариации лассо-регрессии. В работе [13] для 
оценки расходов на здравоохранение 
применяется двухкомпонентная модель: одна 
часть модели оценивает частоту определенных 
событий (посещение поликлиник, количество 
больниц и т. п.), а другая позволяет дать 
прогноз для расходов, связанных с каждым из 
этих событий. 

Для непосредственной оценки страховых 
выплат применяются различные методы. Так, в 
работе [14] используется комбинация моделей 
понесенных и оплаченных убытков, 
позволившая существенно снизить ошибку 
прогноза по сравнению с традиционными 
подходами. Авторы работы [15] обнаружили 
существенную зависимость между количеством 
требований и их размером. Для оценки частоты 
подаваемых требований и их размера они 
применяли байесовский подход, а параметры 
оценивали методом Монте-Карло на основе 
цепей Маркова.  

В работе [16] исследовано распределение 
годовых сумм требований с учетом нулевых 
требований. Для этого применялись связки 
дискретных и непрерывных копул, что 
позволило хорошо аппроксимировать 
непрерывные копулы, описывающие годовые 
суммы требований. В работе [17] построена 
двумерная модель копулы Клейтона для 
расчета требований IBNR и исследования связи 
между величиной требования и временем с 
момента, когда это требование возникло, до 
момента, когда был осуществлен платеж.  

Для прогнозирования резервов по 
требованиям IBNR в работе [18] предложена 
полупараметрическая модель агрегированных 
требований с оценками по методу 
максимального правдоподобия. 

Для решения многих задач успешно 
применяются обобщенные линейные 
регрессионные модели.  

Так, в работе [19] такие модели 
используются для оценки предельного 
распределения требований, а в работе [20] с 
использованием обобщенных линейных 
регрессионных модели ослаблено 
традиционное в страховании условие 
независимости количества требований и их 
размера путем включения в модель 
рейтинговых факторов. 

В работе [21] также применяется 
регрессионный подход к оценкам величины 
требований и их количества при условии, что 
требования являются зависимыми. Для учета 
этой зависимости используются двумерные 
копулы. Авторы показали, что явное включение 
данной зависимости в модель оказывает 
глубокое влияние на оценки и предложили 
алгоритм нахождения оптимального семейства 
копул. 
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В работе [22] предложено два подхода для 
описания зависимости количества требований и 
их размера. Первый подход основан на 
декомпозиции условной вероятности и 
рассматривает число требований как ковариату 
в регрессионной модели для среднего размера 
требований, второй подход использует модель 
копул для описания совместного 
распределения количества и размера 
требований. Для сравнения этих подходов был 
проведен имитационный эксперимент, который 
показал преимущество второго подхода. В 
частности, индекс Джини для модели копул 
оказался равен 42,14 против 38,64 для модели, 
основанной на первом подходе и 38,23 для 
традиционной модели Твиди. 

В работе [23] предложено использовать 
регрессию на смешанных GGS-копулах для 
моделирования совокупных убытковв условиях, 
когда существует отрицательная зависимость 
между размером и частотой убытков. Это 
позволило существенно снизить ошибку 
прогноза совокупных потерь. Так, оценка 
совокупных потерь, полученная на основе GGS-
копул, для рассматриваемых панельных 
данных за 2010 г. оказалась равной 4 362 626 
при фактическом значении 4 159 322, в то 
время как оценка совокупных потерь, 
полученная с помощью модели независимости 
Твиди оказалась равной 6 147 354.  

Авторы работы [24] предложили подход к 
моделированию периодических страховых 
требований в продольной установке с 
использованием копул для определения 
зависимости частоты и размера требований от 
времени, а также зависимости частоты и 
размера требований между собой.  

В работе [25] для оценки величины 
требований применялись нечеткие модели. 
Построена модель нечеткой цепной лестницы 
(FCL) с использованием неопределенности TFN 
для построения прогноза. Также авторы 
предложили новый подход к оценке ошибки 
прогноза.  

В работе [26] предложен метод оценки 
резервов, основанный на сочетании 
классического метода нечеткой регрессии 
Танаки Ишибучи и Нии со схемой 
резервирования заявок Шермана. 

Применение для прогнозирования резервов 
регрессии на гауссовских процессах (GP) с 
несколькими ковариационными функциями для 
оценки будущих требований в работе [27] 
показало, что регрессионные GP-модели 
доминируют над моделями цепной лестницы и 
кривой роста с точки зрения точности прогноза, 
оцениваемой с помощью RMSE. Было 
предложено несколько вариантов GP-моделей 
и показано, что модель с квадратичной 
экспоненциальной ковариационной функцией 

стабильно хорошо работает по всем трем 
рассмотренным наборам данных. 

В современной литературе для 
моделирования индивидуальных резервов в 
основном используются различные вариации 
лассо и гребневой регрессии, модели копул и 
нечеткой регрессии.  

В то же время инструменты, которые 
используют всю доступную неагрегированную 
информацию, могут в итоге преодолеть 
проблемы, которые возникают при применении 
более традиционных подходов. 

Но по разным причинам модели деревьев 
решений с бустингом не используются для 
прогнозирования страховых резервов. 
Представляется, что использование таких 
алгоритмов может существенно повысить 
качество оценивания резервов.  

Данные 
Для оценивания размера страховых выплат 

мы используем данные, которые включают 
период с 2004 по 2019 г., предоставленные 
авторам крупной страховой компанией из 
Центральной Европы.  

Используются следующие признаки: 

• AgreementNo – номер страхового договора 
клиента страховой компании;  

• AccidentDate – дата наступления страхового 
случая; 

• ReportingDate – дата заявления клиента 
страховой компании в результате 
наступления страхового случая; 

• PaymentDate – дата выплаты страхового 
возмещения клиенту страховой компании;  

• LoB – линия бизнеса; 

• Status – статус убытка (Paid– выплата, 
Reserve – в рассмотрении); 

• SumInsured – страховая сумма, равная 
максимально возможной сумме возмещения, 
указанной в договоре страхования; 

• ReserveAmount – окончательная сумма 
выплаты/резерва по страховому случаю, 
переоцененной в результате внутреннего 
расследования компании. 

• ReportTime – время, прошедшее с момента 
наступления страхового случая до момента 
обращения клиента в страховую компанию, 
выраженное в годах; 

• FinTime – время, прошедшее с момента 
заявления клиента в страховую компанию о 
наступлении страхового случая до момента 
его окончательного урегулирования 
страховой компанией, то есть отказа или 
выплаты, выраженное в годах; 

• Label – переменная, которая равна единице, 
если максимально возможная сумма 
страхового возмещения не равна 
окончательно рассчитанной сумме выплаты 
по страховому случаю, и нулю в противном 
случае; 
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• Target – разность между максимально 
возможной суммы страхового возмещения и 
окончательно рассчитанной суммы выплаты 
по страховому случаю. 
Алгоритм 
Для реализации решения поставленной 

задачи прогнозирования резервов были 
сформулированы две подзадачи: 

• Определение, имеется ли по договору 
ситуация IBNR; 

• Прогнозирование размера резерва для 
случая, когда договор находится в ситуации 
IBNR либо определение резерва равного 
страховой сумме в случае, если договор не 
является договором IBNR.  
Для этого создаются синтетические 

признаки: 

• Label – равна ли максимально возможная 
страховая сумма фактически оцененной 
сумме выплаты; 

• Target –разница между максимально 
возможной страховой суммой и фактически 
оцененной сумме выплаты. 
В модели заложены следующие 

предположения: 

• поскольку дата оценки является датой 
заявления о страховом случае, в модели 
предполагается, что вся информация о 
претензии известна на эту дату, и поэтому 
она может использоваться для 
прогнозирования будущих платежей; 

• страховая компания выплачивает 
страхователю сумму, как только 
окончательный размер выплаты установлен, 
таким образом генерируя серию денежных 
потоков. В модели учитывается один единый 
совокупный платеж по каждой претензии, 
подлежащей оплате на дату закрытия; 

• время урегулирования считается дискретной 
величиной, выраженной в годах. Анализ 
доступной статистической информации 
показывает, что срок урегулирования 
претензии не превышает 6 лет; 

• прогнозирование осуществляется для 
2019 г. Модельные значения, полученные в 
результате классификации, указывающие на 
выплату по уже заявленным случаям в 
следующем 2020 г. и позже, будут 
относиться к резерву заявленных, но 
неурегулированных убытков, а не к резерву 
убытков. 
Все суммы в расчетах представлены в 

Евро.  
Объем обучающего набора данных с 2004 

по 2018 г. составил 66 414 записей, объем 
тестового набора данных (2019 г.) составил 
20 507 записей. 

Результаты и обсуждение 
В результате подбора гиперпараметров 

модели классификации для определения с 

помощью алгоритма LightGBM, имеется ли по 
договору ситуация IBNR, наилучшими 
оказались следующие: 

• Number of leaves: 256; 

• Minimum leaf instances: 50; 

• Learning rate: 0.025; 

• Number of trees: 500. 
В результате подбора гиперпараметров 

модели прогнозирования на основе алгоритма 
LightGBM размера резерва для случая, когда 
договор находится в ситуации IBNR, 
наилучшими оказались следующие: 

• Number of leaves: 256; 

• Minimum leaf instances: 50; 

• Learning rate: 0.025; 

• Number of trees: 500. 
Итоговая модель выдает ошибки на 

следующем уровне: MAE = 30.37, MAPE = 0.16. 
Для сравнения, модель LightGBM без 

предварительной классификации на IBNR и не 
IBNR, показывает MAE = 31.32, MAPE = 0.18, 
регрессия на деревьях AdaBoost – MAE = 39.59, 
MAPE = 0.26, гребневая регрессия – MAE = 
135.64, MAPE = 0.87. 

На основе данного анализа можно сделать 
вывод, что использование деревьев решений с 
бустингом в алгоритме, в котором вначале 
определяется, имеется ли по договору 
ситуация IBNR, а затем для случая, когда 
договор находится в ситуации IBNR, 
прогнозируется размер резерва, а для случая, 
если договор не является договором IBNR, 
резерв определяется равным страховой сумме, 
является эффективнее традиционных 
способов. 

Представленная в работе техника может 
быть использована в качестве метода оценки 
размера индивидуальных страховых резервов.  
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